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RESUMEN. Los modelos de apren-
dizaje profundo son cada vez mas
ubicuos. Empresas y grupos de in-
vestigacion alrededor del mundo
entrenan y usan redes neuronales
que requieren de una alta capacidad
de computo y de hardware especia-
lizado para realizar procesamiento
tensorial a gran escala. En este ar-
ticulo abordamos el tema del costo
energético y la huella de carbono
que deja el trabajo en aprendizaje
profundo. Para lograr el cometido,
primero presentamos las defini-
ciones que ayudan a comprender
cémo se puede calcular la huella de
carbono de los modelos de aprendi-
zaje profundo. Luego, describimos
aproximadamente cuanto carbono
se emitid para la creacién de un mo-
delo popular de procesamiento de
lenguaje natural, GPT-3. Finalmente,
presentamos algunas reflexiones y
lineas de accion para afrontar el po-
tencial problema ambiental de crear
y usar inteligencia artificial.

En los Ultimos meses hemos visto
cémo han ganado popularidad los mo-
delos de inteligencia artificial (IA) que
generan imagenes fotorealistas desde
una descripcion textual ingresada por
un usuario. Estos modelos de IA crea-
tiva, tales como DALL-E [1], Imagen [2]
o Stable Diffusion [3] son entrenados
para encontrar asociaciones entre una
imagen y el texto que le corresponde
como descripcion. Para lograr este
objetivo, estas redes neuronales nece-
sitan ser entrenadas con cantidades in-
mensas de datos, y por lo tanto requie-
ren de una capacidad computacional
considerable para su aprendizaje. Por
ejemplo, DALL-E 2 tiene alrededor de
3.5 billones de parametros, Imagen tie-
ne alrededor de 4.6 billones de pardme-
tros y Stable Diffusion tiene alrededor
de 890 millones de pardmetros (en este
articulo usamos la escala corta para re-
presentar los nimeros grandes, ya que
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DALL-E 2 [...] fue entrenado durante 18 dias
seguidos usando 592 GPUs.

es la escala usada en los articulos origi-
nales; de esta forma, un billén represen-
ta mil millones). Como un ejemplo para
poner las cosas en contexto, DALL-E 2
se basa en el modelo CLIP [4], el cual
fue entrenado durante 18 dias seguidos
usando 592 GPUs.

En Procesamiento de Lenguaje Natural
(NLP) el panorama es todavia mas extre-
mo. El modelo GPT-3 [5] (desarrollado por
OpenAl) tiene alrededor de 175 billones
de pardmetros y requirié de una colabo-
racion exclusiva entre OpenAl y Microsoft
para disponer de un centro de datos que
tiene 285,000 ntcleos de CPU y 10,000
GPUs [6]. Mas aln, a principios de este
afio, Google hizo el lanzamiento de su
modelo Switch-Transformer [7] cuya ver-
sién mas grande tiene 1.6 trillones de pa-
rametros (1600 billones de pardmetros).

No cabe duda que estos modelos de
inteligencia artificial adquieren capaci-
dades sorprendentes para resolver las
tareas para las que fueron disefiados.
Pero hay una pregunta que no podemos
pasar desapercibida: ;Cual es el costo
energético de entrenar y usar estos mo-
delos? E incluso mas importante es la
pregunta: ;Podemos estimar la huella
de carbono que dejan estos modelos?
En este articulo intento condensar la in-
formacidn que existe a la fecha sobre la
huella de carbono de la inteligencia ar-
tificial y entregar algunas reflexiones y
potenciales lineas de accion para afron-
tar este problema.

Definiciones preliminares

Antes de empezar a soltar nimeros
y hacer célculos, es necesario com-
prender algunos términos basicos. Las
emisiones equivalentes de CO: (C0O2zeq)

hacen referencia a las emisiones de
cualquier gas de efecto invernadero que
tiende a incrementar la temperatura de
la superficie terrestre. Entre estos ga-
ses tenemos el didxido de carbono, el
metano y el éxido nitroso. La unidad de
medida comun de las emisiones equiva-
lentes es la tonelada métrica que repre-
senta 1.000 kilogramos y que se abrevia
como tCOzeq .

Por otro lado, la energia eléctrica con-
sumida en una unidad de tiempo puede
medirse con un Megawatt-hora (MWh)
que equivale a un millén de watts de elec-
tricidad consumidos continuamente en el
lapso de una hora. Para poder relacionar
el consumo eléctrico con las emisiones
de COz2eq es necesario conocer la can-
tidad de emisiones por Megawatt-hora
en un lugar en particular. Por ejemplo,
el Ministerio de Energia en Chile reporta
que al afio 2018 el factor de emision del
sistema eléctrico nacional es de 0.4187
tCO2eq/MWh [8]. A este factor también
se le conoce como intensidad de carbo-
no (Cl) y depende de la ubicacién geo-
gréfica debido a que estd intimamente
relacionado con la fuente de generacién
eléctrica. Un lugar en donde la energia
eléctrica se genera principalmente con
fuentes renovables tendra una intensidad
de carbono menor que un lugar en don-
de se usan combustibles fésiles como
carbon o petréleo para generar electrici-
dad. Cuando hablamos de servicios en la
nube, los proveedores generalmente pu-
blican la informacion de la intensidad de
carbono de manera regular. Por ejemplo,
Google tiene esta informacion disponible
y online [9], en donde uno puede observar
que existen regiones con intensidad de
carbono por debajo de 0.1 tC0O2eq/MWh 'y
otras regiones con valores por encima de
0.7 tCO2eq/MWh.

Finalmente, un factor importante para
medir el impacto energético de una



actividad computacional es la efecti-
vidad de uso de potencia PUE (Power
Usage Effectiveness). EI PUE mide qué
tanta potencia adicional es requerida
para mantener la infraestructura que
soporta el proceso de computo (enfria-
miento o pérdida de voltaje). Este factor
se define como la proporcién de poten-
cia usada por toda la infraestructura
con respecto a la potencia usada para
el cémputo. Por ejemplo, Google publi-
ca regularmente sus mediciones de PUE
en sus diferentes centros de datos [10],
con un promedio de 1.10 de PUE (un
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GPU FLOPS Potencia (W)
V100 S PCle 130 TFLOPS 250
A6000 309.7 TFLOPS 300
A100 SXM 312 TFLOPS 400
RTX 3090 Ti 285 TFLOPS 450

Tabla 1. GPUs comunes usados en IA y sus caracteristicas de coémputo y energéticas.

10% de potencia extra es usada para GPU HORAS Potencia (W) MWh
mantener la infraestructura).

V100 S PCle 670,940 250 167.7

A6000 281,634 300 84.5

Estimacion de emisiones AT00 SXM 279,558 400 e

de carbono RTX 3090 Ti 306,042 450 137.7

Una forma de estimar la cantidad de car-
bono que emite el entrenamiento de una
red neuronal es aplicando la siguiente
formula:

tCOzeq = (MWh del entrenamiento) x PUE x CI

Para calcular la cantidad de Mega-
watt-horas que toma un entrenamiento
es necesario contar con informacién
disponible acerca de los equipos que
se usaron para el cémputo. Strubell,
Ganesh y Callum [11] proponen extraer
la informacién de potencia usada por
CPUs, memoria RAM y GPUs con herra-
mientas tipo interfaces RAPL (Running
Average Power Limit) o nvidia-smi para
registrar la potencia usada por los GPUs.
Para sus experimentos, Strubell y com-
pafia ejecutaron los entrenamientos de
redes neuronales de NLP tales como
Tensor2Tensor, ELMo, BERT y GPT-2 y
registraron la potencia requerida para
estos modelos en un proyecto que tomd
seis meses y requirié aproximadamente
de 27 afios de tiempo de GPU.

Otra forma de calcular la cantidad de
potencia usada es aproximarla mul-
tiplicando la cantidad de tiempo que

Tabla 2. Cantidad de horas y consumo de electricidad para entrenar GPT-3 en GPUs.

requiere el entrenamiento por la poten-
cia especifica de funcionamiento de un
GPU. Esta informacién de potencias
esta disponible generalmente en las
especificaciones técnicas del GPU. La
Tabla 1 muestra algunas especifica-
ciones de GPUs comunes usados en
tareas de inteligencia artificial. Hay
que tener en cuenta que la potencia
especificada por el fabricante corres-
ponde a la maxima potencia para el
funcionamiento del equipo, por lo que
la estimacion podria ser mayor a la
potencia realmente usada. Patterson
y compaiiia [12] usan esta forma de
célculo para comparar las emisiones
de modelos de NLP como Transformer,
Evolved Transformer y GPT-3. La ven-
taja que tiene este método de estima-
cion es que solo necesitamos conocer
el tiempo de entrenamiento y el tipo y
cantidad de GPUs usados.

Finalmente, también es posible calcular
la potencia requerida para un proceso de
entrenamiento si se dispone de la canti-

dad total de computo necesaria para la
tarea. Por ejemplo, la versién de GPT-3
que tiene 175 billones de parametros re-
quiere de 3.14 x102 flops (operaciones
de coma flotante por segundo) para su
entrenamiento. La Tabla 2 muestra la
cantidad de Megawatt-horas que se re-
queririan para entrenar GPT-3 con cada
una de los GPUs de la Tabla 1 (usando la
equivalencia de 1 teraflop = 102 flops).

Si usamos estos valores de Megawa-
tt-horas junto con un PUE e intensidad
de carbono de algun lugar especifico, po-
demos calcular la cantidad de toneladas
métricas de COzeq que emite el entrena-
miento de GPT-3. Para ejemplificar usa-
ré la calculadora de equivalencias [13]
implementada por la Agencia de Protec-
cion Ambiental de los Estados Unidos
(EPA) para determinar la cantidad de
emisiones provocadas por los datos ob-
tenidos en la Tabla 2, pero en términos
conocidos que podamos entender mejor
(se usa una intensidad de carbono apro-
ximada de 0.4 tCO2eq/MWh).
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Autos a gasolina

Kg. de carbén

# de celulares

L 1C0zeq por aiio quemado cargados
167.7 72.5 15.6 36,408 8,824,695

84.5 36.6 7.9 18,345 4,446,552
111.8 484 10.4 24,271 5,883,130
137.7 59.6 12.8 29,894 7,246,038

Tabla 3. Equivalencias de consumo de electricidad para el entrenamiento de GPT-3.

El ciclo de vida de un modelo podria no terminar
cuando este se entrena, sino que se extiende a su
uso en produccion e inferencia.

En el articulo original [12] en donde se
experimenta con GPT-3 se obtienen va-
lores de consumo de energia y emisio-
nes incluso més grandes (1287 MWh y
552 tC0O2eq). Esto se debe a que ese
andlisis se realizé con las especificacio-
nes del GPU V100 del afio 2020. En esa
versién de GPU, la cantidad de TFLOPS
era menor a la de la version mas actual
que usamos en la Tabla 3.

En la versién de reporte técnico de
GPT-3 [14] incluso se informa de la
cantidad total de flops requeridos para
cada uno de los experimentos usados
en comparacién. En total se requirio
de 4.1 x 1022 operaciones flops, incre-
mentando en casi un 50% mas de con-
sumo de energia si usamos los GPUs
de nuestra comparacién. También
cabe destacar que los datos informa-
dos corresponden con el trabajo de
entrenamiento del modelo final, cuan-
do es comun que un modelo se entre-
ne muchas veces antes de tener la ver-
sién definitiva. Esto se debe a que el
proceso de llegar al modelo final pasa
por un proceso de configuracién de
hiperparametros, los cuales necesitan
ser configurados haciendo el entrena-
miento muchas veces. Por ejemplo,
Strubell, Ganesh y Callum [11] consi-
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deran en su analisis que cada modelo
fue entrenado en promedio 24 veces y
usan esa estimacion para calcular las
emisiones de sus experimentos.

Reflexion y lineas de
accion

Para este articulo he usado como ejem-
plo los datos reportados de un solo mé-
todo. Para dimensionar el impacto real
de la huella de carbono necesitamos
considerar algunos aspectos adiciona-
les. Primero, el ciclo de vida de un mo-
delo podria no terminar cuando este se
entrena, sino que se extiende a su uso
en produccion y a la cantidad de veces
que el modelo se usa para inferencia.
Por ejemplo, Google usa el modelo BERT
para su motor de busquedas y la canti-
dad de busquedas en Google es un nu-
mero inmensamente grande. De igual
forma, Facebook usa el motor DETR
para detectar y analizar objetos en ima-
genes. Segundo, el aprendizaje profundo
se gest6 desde hace diez afios, tiempo
en el que es cada vez mas grande la
cantidad de modelos que se entrenan
y usan, tanto en investigacion como en

produccion. Teniendo en cuenta estos
factores, creo que es necesario que to-
memos conciencia que las emisiones
de carbono provenientes de actividades
relacionadas a la inteligencia artificial y
aprendizaje profundo podrian ya estar
siendo un problema ambiental impor-
tante; y que es por lo tanto necesario
poner el tema en debate y tomar lineas
de accién efectivas para afrontar el
problema. Aqui trataré de esbozar tres
posibles lineas de accion que ayuden
a visibilizar y afrontar el problema. Es-
tas lineas de accidn estan relacionadas
con tres aspectos: la informacién sobre
emisiones, los métodos y algoritmos, y
finalmente la practica de la IA.

¢ Informacion sobre emisiones. Para
poder entender mejor el problema,
necesitamos mas y mejor informa-
cién. Henderson y otros [15] reportan
que de una muestra de cien articulos
de la conferencia NeurlPS del 2019,
ningun articulo reporta emisiones de
carbono y menos de la mitad de arti-
culos reportan algun tipo de informa-
cion que pueda ser Util para calcular
las emisiones de carbono de sus
experimentos. Esto deberia cambiar
hacia una forma mas sistematica de
reportar informaciéon como el tipo y
cantidad de GPUs usados y el tiempo
real de experimentacion (tomando en
cuenta configuracion de hiperpara-
metros). Ademds, Henderson y com-
pafiia incluyen en su propio articulo



También es necesario pensar en mejores formas
de como encontrar el mejor modelo para un
problema dado. Si tu busqueda de los mejores
hiperparametros requiere de muchisimos
entrenamientos, es probable que tu metodologia
necesite revision.

un “Carbon Impact Statement” en
donde informan la cantidad de tone-
ladas métricas de COzeq y la cantidad
de watt-horas que tomd todos sus
experimentos. Todos quienes expe-
rimentamos con modelos de apren-
dizaje profundo, deberiamos tomar
esta iniciativa como punto de partida.

Y en la industria, el panorama es
menos claro. Al mejor de mi conoci-
miento, no existe ningun reporte que
indique la cantidad de emisiones de
carbono de los modelos de IA usados
en empresas como Google, Facebook
o Amazon. Mucho menos existe una
prdactica estandarizada para reportar
esta informacion en industrias de IA.

Finalmente, existen herramientas que
han sido creadas con la finalidad de
facilitar el reporte de emisiones de car-
bono en la comunidad de aprendizaje
automatico. Entre estas herramientas
estdn Machine Learning Emissions
Calculator [16], Experiment Impact
Tracker [17] y Carbon Tracker [18].

Métodos y algoritmos. Los modelos
de aprendizaje profundo se hacen
cada vez mas grandes y requieren de
un poder computacional gigantesco.
Sin embargo, una interrogante natural
es saber si es posible obtener la mis-
ma efectividad con mucho menos cos-
to computacional. Ideas tales como la
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destilacién de conocimiento [19] y la
compresion de redes neuronales [20]
han sido utiles para reducir el computo
de modelos grandes y ponerlos en pro-
duccioén, por ejemplo [21]. Sin embar-
go, todavia hay mucho espacio para
contemplar nuevas ideas que ayuden
a reducir la cantidad de cémputo que
requiere un modelo neuronal.

e Practica de IA. Actualmente una for-
ma de reducir el impacto es usando
GPUs eficientes (que tengan buenas
tasas de TFLOPS por consumo de
energia). Ademads, si el trabajo sera
realizado en la nube, la mayoria de
proveedores cuentan con informa-
cion sobre el impacto de carbono de
sus diferentes centros de datos, por
lo que podemos decidir usar aquellos
centros de datos que tienen una inten-
sidad de carbono baja. También es
necesario pensar en mejores formas
de cémo encontrar el mejor modelo
para un problema dado. Si tu busque-
da de los mejores hiperparametros
requiere de muchisimos entrenamien-
tos, es probable que tu metodologia
necesite revision.

Consideraciones finales

Si comparamos la cantidad de informa-
cion disponible para medir el impacto
de las emisiones de carbono de activi-
dades relacionadas con |A con respecto
a la cantidad de informacién del area
en general podemos darnos cuenta que
estamos lejos de tener el tema sobre
la mesa de discusién de la comunidad.
Pero mas alld de levantar una alarma
y llegar a ser hasta catastroficos con
respecto al tema, estamos frente a la
oportunidad de tomar acciones reales 'y
efectivas para no permitir que esto sea
un problema mayor en el futuro. Cual-
quier forma que usemos para reducir
las emisiones provocadas por modelos
de inteligencia artificial sirve. =
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